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多源异构数据融合的城市私家车流量预测研究 

刘晨曦，王东，陈慧玲，李仁发 
（湖南大学信息科学与工程学院，湖南 长沙 410082） 

摘  要：通过有效地捕获城市私家车出行的时空特征，提出一种多源异构数据融合的私家车流量预测模型。首先，

融合私家车轨迹和城市区域数据表征城市私家车的出行分布；其次，通过多视角时空图建模私家车出行和城市区

域之间的动态关联，设计了多图卷积−注意力网络以提取车流量演变的时空特征；最后，进一步融合时空特征与

天气等外部特征，联合预测私家车流量。在长沙市和深圳市采集的真实数据上进行验证，实验结果表明，与现有

的模型相比，所提模型的均方根误差约降低了 11.3%～20.3%，平均绝对百分误差约降低了 10.8%～36.1%。 
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Study of forecasting urban private car volumes based on  
multi-source heterogeneous data fusion 

LIU Chenxi, WANG Dong, CHEN Huiling, LI Renfa 
College of Computer Science and Electronic Engineering, Hunan University, Changsha 410082, China   

Abstract: By effectively capturing the spatio-temporal characteristics of urban private car travel, a multi-source hetero-
geneous data fusion model for private car volume prediction was proposed. Firstly, private car trajectory and 
area-of-interest data were integrated. Secondly, the spatio-temporal correlations between private car travel and urban 
areas were modeled through multi-view spatio-temporal graphs, the multi-graph convolution-attention network 
(MGC-AN) was proposed to extract the spatio-temporal characteristics of private car travel. Finally, the spatio-temporal 
characteristics and external characteristics such as weather were integrated for joint prediction. Experiments were con-
ducted on real datasets, which were collected in Changsha and Shenzhen. The experimental results show that, compared 
with the existing prediction model, the root mean square error of the MGC-AN is reduced 11.3%～20.3%, and the aver-
age absolute percentage error is reduced 10.8%～36.1%. 
Keywords: multi-source heterogeneous data, area of interest, graph neural network 
 

1  引言 

随着世界城市化进程的快速推进，越来越多的人

生活在城市中。联合国最新报告指出，目前世界上约

有 55%的人生活在城市中，2050 年该比例将达到

68%。城市中的私家车作为人们出行的主要交通工具，

其保有量也急剧增加[1]。以中国为例，截至 2019 年年

底，私家车保有量高达 2.07 亿辆，占汽车总量的

81.4%。近 5 年，私家车年均增长 1 966 万辆，其保

有量的迅猛增长与城市空间资源之间的矛盾日益加

剧，给城市带来停车困难、交通拥堵等问题[2]。 
私家车流量预测作为智能交通领域的研究热
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点[3]，旨在利用现有车流量预测未来车流量，具体

可应用到智慧停车[4]、风险预警[5]和城市规划[6]等领

域。一方面，全球定位系统（GPS, global positioning 
system）、车载自诊断系统（OBD, on-board diagnostics）
和基于位置的服务（LBS, location-based service）等技

术的高速发展，为实时收集海量的私家车轨迹数据提

供了支持[7]。另一方面，与其他交通工具相比，私家

车能够直接对应固定用户长期的出行需求，其轨迹数

据从不同的粒度、层面和视角准确记录人们的出行行

为。在日常生活中，私家车用户通常到达一个地点后

停留一段时间以完成出行需求，再离开前往下一个地

点。持续的停留行为，不仅包含了出行行为，其中的

停留时长也体现了用户对地点的偏好[8]。 
现有的车流量预测研究分为 2 类：基于张量建

模的方法和基于图建模的方法。在基于张量建模的

相关工作中，研究人员通常将城市区域划分为规则

的网格区域，如图 1(a)所示。例如，Shen 等[9]将城

市划分为网格，提出一种基于时空卷积神经网络

（CNN, convolutional neutral network）的方法，来预

测城市出租车移动事件的数目。Liu 等[10]结合长短

期记忆网络（LSTM, long short-term memory）和

CNN 预测城市出租车的数目。然而，此类基于网格

划分的张量建模方法受到理想的欧几里得空间建

模的限制，城市区域本是不规则的形状，各区域之

间的关联也存在于非欧几里得空间[11]。规则的网格

划分不仅破坏了城市区域本身的完整性，且划分后

的区域缺少明确的语义信息。同时，LSTM 等序列

模型将交通数据视为序列数据，仅能捕获时间相关

性，而难以捕获空间相关性；CNN 方法仅能处理欧

几里得空间的张量结构[12]。 

  
(a) 网格划分                 (b) 不规则划分 

图 1  城市区域划分方式 

近年来，图结构被研究人员证明了其在建模非

欧几里得空间数据的有效性[13]。研究人员通常将交

通数据建模为时空图，使用图神经网络（GNN, 

graph neural network）提取地理位置的空间相关性，

并使用循环神经网络（RNN, recurrent neural net-
work）提取序列时间相关性。Zhao 等[14]将交通数

据建模为图，通过 GNN 提取图的空间特征，并通

过门控循环单元（GRU, gated recurrent unit）提取

图的时间特征。这项研究中，图是基于顶点的单

个属性（物理拓扑）构建，而对于顶点之间复杂

的空间关联，并没有进行全局建模。Chai 等 [15]

将顶点之间复杂的关联建模成多图，提出了多图

视角的 GNN 预测自行车流量。Geng 等[16]基于多

图视角的 GNN 预测城市的打车需求。然而，这

些工作仅仅关注静态的无向图，而忽略了顶点之

间的动态交互，因此无法捕获图的全局空间关联。

现有工作仅考虑区域的流入/流出量，忽略了区域原

有的停留量，同时，缺少对天气、节假日和事件等

因素的考虑，导致难以将这些最新的工作直接应用

到城市私家车流量预测任务中。 
城市私家车流量由车辆进入、停留和离开城市

区域的总数组成。其出行受到区域功能和区域间流

量动态交互的影响，例如，早高峰从住宅区前往工

作区的私家车流量相对其他时间段的流量多[17]。区

域之间私家车流量的动态交互也反映了私家车的

出行规律以及区域之间的关联[18]。如何提取私家车

出行的时空特征是首先面临的挑战。其次，车辆的

停留时长可以体现区域的位置属性[19-20]。例如，在

夜晚时间段，住宅区域的私家车平均停留时间往往

比办公区域的更长，而在工作时间段则相反。如何

充分利用私家车用户的停留时长表征区域的位置

属性是第二个挑战。最后，天气、节假日和事件等

其他因素也会影响私家车流量的分布[21]，这些因素

使预测问题变得更加困难。 
为解决以上挑战，本文以研究城市私家车出行

的时空特征为基础，提出一种多源异构数据融合的

私家车流量预测方案。首先，融合私家车轨迹和城

市区域数据表示私家车在城市中的出行分布。其

次，通过多视角时空图建模私家车出行和城市区域

之间的动态关联，其中图的顶点为城市区域，边为

区域之间的联系，设计多图卷积−注意力网络

（ MGC-AN, multiple graph convolution-attention 
network），提取私家车流量演变的时空特征。最后，

嵌入天气、节假日和事件等外部特征，结合时空特

征与外部特征联合预测未来时间段内城市私家车

流量。本文主要的研究工作如下。 



·56· 通  信  学  报 第 42 卷 

 

1) 将私家车出行和城市区域之间的动态关联

建模为多视角时空图，包括距离图、功能图、相似

度图和转移图。 
2) 设计 MGC-AN 提取私家车流量演变的时空

特征，其中多图卷积网络提取全局空间特征，多图

卷积门循环网络学习序列时间特征，注意力网络捕

获停留时长特征。 
3) 将天气、节假日和事件等数据作为外部特征

进行嵌入，将提取到的时空特征与嵌入的外部特征

融合，进行联合预测。 
4) 在长沙市和深圳市采集的真实数据上进行

验证。实验结果表明，与现有的预测模型相比，

MGC-AN 的均方根误差（RMSE, root mean square 
error）约降低了 11.3%～20.3%，平均绝对百分误差

（MAPE, mean absolute percentage error）约降低了

10.8%～36.1%。 

2  定义 

定 义 1  GPS 轨 迹 。 GPS 轨 迹 数 据 集

1 2{ , , , }nG G G G= ，其中 1 2{ , , , }i nG g g g= 表示编

号 为 i 的 私 家 车 用 户 的 轨 迹 序 列 ，

(id,lon ,lat , )n n n ng t= ，lonn 和 latn 分别为轨迹的经度

和纬度， nt 为采样时间戳。 
定义 2  OBD 序列。 OBD 序列数据集

1 2{ , , , }nO O O O= ，其中 1 2{ , , , }i nO o o o= 表示编号

为 i 的私家车用户的 OBD 序列， (id, , )n n no v t= ， nv
为私家车的瞬时速度。 

定义 3  停留点。停留数据集 1 2{ , , , }nS S S S=
从 GPS 和 OBD 数据中提取，其中 1 2{ , , , }i nS s s s=

表示编号为 i 的私家车用户的停留序列，

s e(id,lon,lat, , , )is t t τ= ， st 为用户 i 停车熄火的时间

戳， et 为下一次启动车辆的时间戳，τ 为停留时长。 
定义 4  城市私家车流量。任意[ , )t t ς+ 时间段

内的城市私家车流量表示为 tF ，计算式为 

 i s o= + +t t t tF F F F  (1) 

其中， i
tF 为流入流量， s

tF 为停留流量， o
tF 为流出

流量。  
定义 5  兴趣区域（AOI, area of interest）。兴

趣区域数据集 1 2{ , , , }na a a a= ，其中每一个兴趣区

域 ( )id, name, lon,lat, categoryia = ，lon 和 lat 分别为

兴趣区域中心点的经度和纬度，category 为兴趣区

域的类别。  
定 义 6  多 视 角 时 空 图 。 一 个 时 空 图

( , , , )G V tε= A ，其中 1 2{ , , , }nV v v v= 为顶点的集

合，ε 为[ , )t t ς+ 时间段内图 G 中边的集合， A为

[ , )t t ς+ 时间段内的邻接矩阵。本文将城市区域间的

动态关联建模为多视角时空图（详见 3.1 节）。 
本文的目标为通过φ个现有的私家车流量，预

测出T 个时间段的私家车流量，如式(2)所示。 
 +1 +1 +1 +[ , , , ] [ , , ]t t t t t TF F E F Fφ− →  (2)  

3  数据采集 

3.1  私家车数据采集 
通过车载GPS和OBD终端设备[22]采集私家车轨

迹数据，如图 2 所示。为保护用户的隐私，在上传采

集到的数据时，分配国际移动设备识别码（IMEI, 
international mobile equipment identity）给用户的

GPS/OBD 设备，作为每辆车的脱敏身份标志号（如

表 1 的 ID 字段）。车载 OBD 终端设备主要包含 GPS
定位模块、OBD 读取模块和内置用户身份识别模块

（SIM, subscriber identity module）卡的通用无线分组

业务（GPRS, general packet radio service）通信模块[23]。

OBD 模块从车辆 OBD 接口读取车载传感器数据，结

合 GPS 模块和 GPRS 通信模块（内置 SIM 卡），将实

时采集到的轨迹数据上传到云服务器。采集到的轨迹

数据示例如表 1 所示，其收集了全国范围内的私家车

轨迹数据，目前数据量已经达到 TB 级别。 

 
图 2  私家车轨迹数据采集设备 
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表 1 采集到的轨迹数据示例 

参数 取值 

ID 112 879 

经度 105.123 001 

纬度 41.331 503 

时间 2018/9/5  19:18:10 

速度/（km.h−1） 30 
 
3.2  兴趣区域数据采集 

兴趣区域是包含多类兴趣点（POI, point of in-
terest）的区域状的地理实体[24]，本文通过网络爬虫

技术获取高德地图上的 POI 和 AOI 数据，其中 POI
数据用于获取 AOI 的类别信息，例如风景名胜。POI
和 AOI 的字段及其含义如表 2 所示。 

表 2 POI 和 AOI 的字段及其含义 

字段 字段含义 

poID POI 的 ID 

pType POI 的类型 

pDistance POI 的中心点到坐标的距离（单位为 m） 

pLocation POI 坐标点 

aoID 所属 AOI 的 ID 

aName 所属 AOI 的名称 

aDistance 请求坐标是否在 AOI 之中 

aLocation 所属 AOI 的中心点坐标 

aArea 所属 AOI 的面积 
 
3.3  外部特征数据采集 

私家车出行通常受到复杂的外部因素的影响，

例如天气、节假日和事件等其他因素。本文考虑其

他因素对私家车流量预测的影响，采集了天气、节

假日和事件等外部特征数据，均以天为单位统计。

天气数据通过百度地图天气查询 API 获取，包含气

温、风力级别和天气现象 3 个字段，其中气温和风

力级别为一天的平均值。事件数据采用网络爬虫获

取，采集到的各字段及其含义如表 3 所示。 

表 3 外部特征数据字段 

外部特征数据类型 字段 字段含义 

天气 

temperature 气温（摄氏度） 

windpower 风力级别（级） 

text 天气现象，例如“多云”

节假日 holiday 是否为节假日（1/0） 

周末 weekend 是否为周末（1/0） 

事件 event 是否发生重要事件（1/0）

4  数据融合 

本文的整体框架如图 3 所示。首先，将采集到

的数据进行融合，具体分为停留点数据提取、城市

私家车流量分布统计和外部特征嵌入。 
4.1  停留点数据提取 

相比海量的私家车轨迹数据，私家车停留点的

数据量较少。私家车持续的停留行为同样包含了出

行行为[3]。本文基于停留点数据统计城市私家车流

量[25]，停留点数据提取于 GPS 轨迹和 OBD 序列数

据，提取过程如算法 1 所示。提取后的数据字段如

定义 3 所示。 
算法 1  私家车停留点数据提取算法 
输入  GPS 轨迹G 和 OBD 序列O  
输出  停留点 S  
1) S ←∅  
2)通过用户 id 和时间 t 合并G 和O，并按照 id

排序，得到T  
3) for each iT  in T  
4) while 1dist( , ) 50n n

i iT T − ≤ m 
5)  1. .n n

i iT t T tτ −← −   

6)    while 150τ≥ s 
7)     while . 0i nT v ==  
8)      标记 st 时的停留状态 
9)    until et 时车启动 
10)    s e(id,lon,lat, , , )is t t τ←   

11)    end while 
12)  end while 
13) end while 
14)  1 2{ , , , }i nS s s s←  

15) end for 
16) 1 2{ , , , }nS S S S←  

17) return S  
4.2  城市私家车流量分布统计 

通过空间连接对提取到的停留数据与 AOI 数

据匹配，得到各个 AOI 的私家车的流量分布。本节

分别计算不同时间段内车辆进入、停留和离开各

AOI 的流量，得到不同时间段各 AOI 的私家车总流

量，过程如算法 2 所示。 
算法 2  兴趣区域识别与车流量统计算法 
输入  停留点 S ，兴趣区域 a和时间阈值θ   
输出  AOI 的流量分布 tF  
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1) for lon , lati i  in S  
2)  for ja  in a   

3)  SpatialJoin_analys lon , lati ),s( i i ja   

4)  end for 
5) end for  
6) for each ia  in a  

7) for 1:τ θ=  
8)  计算 [ , )t t ς+ 内进入 ia 的流量 i

tF ，在

ia 的停留量 s
tF 和离开 ia 的流量 o

tF  
9)   i s o+t t t tF F F F← −  

10) end for 
11) end for 

4.3  外部特征嵌入 
天气、节假日和事件数据在本文中作为外部特

征数据。将外部特征数据的时间和行政区字段与私

家车停留数据的时间和位置字段进行匹配，从而将

数据进行融合。 t ς+E 为在预测时间步长[ , )t t ς+ 上外

部因素的嵌入向量。这些与环境相关的特征在空

间或时间方面没有明确关联，并且这些因素以复

杂且非线性的方式影响私家车流量。如图 3 中的

预处理的右半部分，本文通过堆叠 2 个全连接层

嵌入外部特征，第一层为每类数据的嵌入层，第

二层将嵌入后的向量进行升维，保持多源异构数

据的维度相同。 

5  多图卷积−注意力网络 

5.1  多图建模 
本文将私家车出行和城市区域之间的动态

关联建模为多视角时空图，具体包括距离图、相

似度图、功能图和转移图。图的顶点为城市的各

个 AOI，边分别为 AOI 之间的距离、各 AOI 历
史流量的相似度、POI 功能和 AOI 之间流量的动

态转移。 
1) 距离图 
“地理学第一定律”认为，任何事物都是与其

他事物相关的，相近的事物关联更紧密[3]。受此定

律的启发，本文将各 AOI 之间的地理距离定义为距

离图，图的邻接矩阵定义如式(3)～式(5)所示。 

2 2lat lat lon lonsin cos(lat )cos(lat )sin
2 2

i j i j
i jε

− −⎛ ⎞ ⎛ ⎞= +⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠

 

  (3) 
 dist( , ) 2earsini jv v ε=   (4) 

 1
D dist( , ) [0,1]i jv v −= ∈A   (5)  

其中，dist( , )i jv v 为 2 个站点之间的 Haversine 距离，

(lon , lat )i i iv = 和 (lon , lat )j j jv = 分别为 AOI 对的中

心点坐标， e 6371.004= 为地球的近似半径。 
2) 相似度图 
历史车流量相似的 AOI 在未来时刻极大可能

 
图 3  方案框架 
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共享相似的车流量模式。本文基于 AOI 之间的历史

流量的相似度量化它们之间的相关性[26]，相似度由

皮尔逊相关系数进行度量，相似度图的邻接矩阵的

定义为 

 1
S

2 2

1 1

( )( )

( ) ( )

n

m m
m

n n

m i m
m m

X X Y Y

X X Y Y

=

= =

− −
=

− −

∑

∑ ∑
A  (6) 

其中，X 和Y 分别表示 2 个 AOI 历史流量的平均值。 
3) 功能图 
POI 类别反映了 AOI 的功能，具有相似功能的

AOI 共享相似的流量模式[27]。本文对高德地图的一

级 POI 类别进行重新分类，共分为 9 个类别，如表 4
所示。功能图的边为AOI类别向量P的余弦相似度，

如式(7)所示。 

F

1, | . | | . | 1 and . .
cos( , ), | . | 1| and | . | 1

0,
i j

i j i j

a a i j

a c a c a c a c
a c a c

⎧ = = =
⎪

= > >⎨
⎪
⎩

A P P
其他

 (7) 

其中， .ia c 和 .ja c 分别为区域 i 和区域 j 的 POI 类

别，
iaP 和

jaP 分别为区域 i 和区域 j 的类别向量。 

表 4 POI 类别 

类别 高德地图一级类别 编码 

生活 餐饮服务、购物服务、生活服务 1 

风景名胜 风景名胜 2 

专业机构 医疗保健服务、政府机构及社会团体、金

融保险服务 
3 

车辆服务 汽车服务、汽车销售、汽车维修、摩托车

服务 
4 

教育 科教文化服务 5 

办公场所 公司企业 6 

公寓 住宿服务、商务住宅 7 

交通 交通设施服务、地名地址信息、道路附属

设施、通行设施 
8 

运动 体育休闲服务 9 
 

4) 转移图 
与以上 3 种类型的时空图不同，转移图是有向

图，图的边是不同时间段的 AOI 之间的流量转移。

在 [ , )t t ς+ 时间段内， iv 和 jv 的转移流量的总和的

计算式为 

 T, ,Trans [0, )t ij tA = ∈ ∞  (8) 

其中， ,Transij t 表示在 [ , )t t ς+ 时间段内区域 i 到区

域 j 的转移总流量。 
5.2  空间特征提取 

为了提取多视角时空图的全局空间特征，本文

采用多图卷积神经网络。在单个的图神经网络中，

图中来自邻居的信息被汇总并用于逐步更新顶点

的隐藏状态，其中该信息通过动态过渡网络进行传

播。利用堆叠的卷积，顶点会捕获来自较大邻域的

信息。单个空间图上的卷积为 

 
1 1
2 2

+1l l lσ
− −⎛ ⎞

⎜ ⎟=
⎜ ⎟
⎝ ⎠

X D AD X W  (9) 

其中，σ 为激活函数， D为度矩阵， lX 为输入的

特征矩阵， lW 为第 l 层的参数， A＝A+IN 为添加

了自连接的邻接矩阵， D F S T{ , , , }∈A A A A A 为单个邻

接矩阵，IN为单位矩阵。 
将式(3)～式(8)的多图进行聚合，有 

 ( );m a if θ=A A  (10) 

其中， af 为多图融合的聚合函数， iθ 为聚合参数。 
将式(9)和式(10)结合，即为多视角时空图的空

间特征提取过程。为方便表示，本文将这一过程简

化为 

 +1 ( , )l l
g mf=X A X   (11) 

其中， mA 为多图的结合， gf 为空间特征提取函数。 

5.3  时间特征提取 
本文将多图卷积与门循环网络相结合，以同时

捕获时空特征。为简化符号表示，用 [ ,:]t iX 表示多

图卷积， [ ,:]t iH 表示时间步长 t 的隐藏神经元，过

程简化后为 
 ( )[ ,:] , [ ,:]t g m ti f i=X A X  (12) 

 1 1[ ,:] ( , [ ,:])t g m ti f i− −=H A H  (13) 

将式(12)和式(13)输入多图卷积门循环网络中

以提取序列时间特征，如式(14)～式(17)所示。 

 ( )1[ ,:] [ ,:]t u u t u t uu i i bσ −= + +W X U H     (14)     

 ( )1[ ,:] [ ,:]t r r t r t rr i i bσ −= + +W X U H     (15) 

 ( )1tanh [ ,:] ( [ ,:]t c t c t t cc i r i b−= + +W X U H  (16) 

 1[ ,:] (1 ) [ ,:]t t t t ti u i u c−= − +H H   (17)     

其中， [ ;]itH 表示第[ , )t t ς+ 时间段的输出， 表示



·60· 通  信  学  报 第 42 卷 

 

逐元素点乘法。 
本文将每个 AOI 的私家车平均停留时长作为

区域的权重，设计了基于私家车停留时长的注意力

网络，为不同 AOI 分配不同的注意力权重，以表征

区域的位置属性。 
对于时空图中的任意顶点 iv ，多图卷积门循环

网络的输出序列 1[ ,:], , [ ,:]ti iH H 为注意力网络的

输入。对每一个顶点进行注意力加权，如式(18)～
式(20)所示。 

 ( )T

,st [ ,:]ti ie i= W H u   (18) 

 ( ) ( )

( )
1

exp
SoftMax

exp

i
i i k

i
l

e
a e

e
=

= =

∑
 (19) 

 
1

[ ,:] [ ,:]i
l

t t

k

i a i
=

= ∑H H  (20) 

其中， sti,W 为前τ 个时间段顶点 iv 的平均停留时长，

u为权重向量， [ ,:]t iH 为每个顶点加权后的输出。 
5.4  预测 

本文将多图卷积门循环网络的输出 tH 与外部

特征 t ς+E 与进行融合，作为联合预测的输入，如式

(21)所示。 

 ˆ ( )[ ; ]tt tF W bςσ += +H E   (21) 

模型训练目标是最小化真实流量和预测流量

之间的误差。损失函数为 

 reg
ˆloss t tF F Lλ= − +  (22) 

其中， t̂ tF F− 用于最小化误差； regLλ 是 L2 正则

化项，有助于解决模型的过拟合问题。 

6  实验与对比分析 

6.1  实验数据 
如表 5 所示，本文选择在长沙市和深圳市采集

到的数据进行实验，表中轨迹数是去噪后的轨迹条

数。实验选择有私家车停留记录的 AOI 作为目标

城市区域。 
6.2  对比模型 

本文选择以下 6 种对比模型。 
最小绝对值收敛和选择算子（LASSO, least 

absolute shrinkage and selection operator），为线性预

测模型。 
支持向量回归（SVR, support vector regression）[28]，

选择径向基函数作为核函数进行非线性预测。 
多图卷积神经网络（Multi-GCN, multiple 

graph convolutional network），基于多图建模进行

预测[29]。 
堆叠门控循环单元（Stack-GRU, stack gated 

recurrent unit），通过堆叠的 GRU 进行预测。 
时间图卷积神经网络（T-GCN, temporal graph 

convolutional network），通过 GCN 提取时间特征，

通过 GRU 提取空间特征[14]。 
扩散卷积循环神经网络（DCRNN, diffusion 

convolutional recurrent neural network），通过双向随

机行走提取空间特征，通过编码−解码架构提取时

间特征[30]。 
6.3  实验设置 

实验的软硬件环境为 Ubuntu 18.04 64 位系

统，NVIDIA GTX 1650 4 GB GPU，模型基于

Python 和 Tensorflow 实现。实验数据的前 80%数

据作为训练集，后 20%数据作为测试集；Adam
算法作为模型的优化器；设置学习率的初始值为

0.001 5，模型每迭代 1 000 次自动衰减初始的

90%；模型训练的批大小为 64；设置 12τ = ， 5T = ；

实验设置了早停策略，当测试集的损失等于训练

集的损失时，模型训练达到最优，即停止训练，

防止模型过拟合。 
本文对私家车的停留时长进行统计分析，结果

如图 4 所示。无论在工作日还是周末，大部分私家

车的停留时长均在 2 h 以内，少部分持续到 2 h 以

上且不超过 8 h，8 h 以上的停留时长稀少。因此，

本文将ς 的范围设置在 2 h 内，分别为 30 min、60 min

和 90 min，即在不同的设置下，一天分别被均匀划

表 5  实验数据 

城市 
私家车轨迹数据 

AOI 数据
其他数据 

经度 纬度 私家车轨迹 时间 采样间隔 节假日 周末 天气环境 温度 

长沙市 111.883-114.25 27.85-28.684 209,673,943 
2018 年 8 月 1 日

至 9 月 30 日 
30 s 

3 597 个 
3 天 14 天 16 种类别，例

如多云、晴等 

17℃~37℃ 

深圳市 113.716-114.634 22.4-22.867 301,623,328 7 223 个 23℃~36℃ 
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分为 48、24 或 16 个时间片。 

 
图 4  私家车停留时长分布 

6.4  评价指标 
实验选用 RMSE 和 MAPE 这 2 个评价指标对

实验结果进行评估，计算式分别为 

 ( )2

1

1RMSE ˆ
n

i i
i

FF
n =

= −∑  (23) 

 
1

100%MAPE
ˆn

ii

i i

F
F

F
n =

−
= ∑   (24) 

其中， iF 为真实值， îF 为预测值。 
6.5  实验结果 

首先，对城市中的所有 AOI 进行预测。表 6 和

表 7 分别为长沙和深圳数据集上的 MGC-AN 与其

他模型的预测结果。当 30ς =  min 时，SVR 在 2 个

城市的数据集上均能很好地捕获短期的时间特征，

从而表现出较好的性能。私家车的平均出行时长通常

在 30 min 以上，如图 5 所示，在长期预测的情况下，

SVR 和 T-GCN 表现出的性能较低。在 60ς =  min 和

90ς =  min 的情况下，MGC-AN 的性能均优于其他

模型，可能的原因是私家车用户平均的出行时长通常

大于 30min，小于 60 min，如图 5 所示。对于其他模

型，由于私家车的流量预测是非线性预测问题，因此

线性模型 LASSO 无法捕获这种复杂的非线性关联；

Multi-GCN 仅考虑了空间层面的特征，难以提取序列

时间特征和停留时长特征；DCRNN 建模了单个视角

的时空图，且忽略了停留时长特征。因此以上 3 种模

型无论在短期还是长期时内，均难以准确预测私家车

流量。 

表 6   长沙数据集上 MGC-AN 与其他模型的预测结果 

模型 
30 min 60 min 90 min 

RMSE MAPE RMSE MAPE RMSE MAPE 

LASSO 6.546 1 11.469 1% 7.958 1 13.234 2% 9.847 9 22.893 7% 

SVR 2.002 1 3.672 9% 3.535 6 4.625 3% 4.774 9 6.341 2% 

Multi-GCN 3.525 8 4.930 2% 3.147 8 4.282 5% 2.983 7 4.173 4% 

Stack-GRU 2.491 4 4.569 1% 3.047 9 5.246 3% 4.898 4 6.479 2% 

T-GCN 3.027 3 5.379 8% 2.691 3 4.249 4% 3.314 5 5.949 1% 

DCRNN 2.337 9 4.792 3% 2.380 9 5.531 5% 3.237 8 5.868 1% 

MGC-AN 2.128 7 3.279 1% 1.887 1 2.681 2% 2.872 5 3.756 1% 

表 7  深圳数据集上 MGC-AN 与其他模型的预测结果 

模型 
30 min 60 min 90 min 

RMSE MAPE RMSE MAPE RMSE MAPE 

LASSO 9.854 6 17.269 1% 12.193 1 21.234 2% 15.847 9 28.907 3% 

SVR 3.002 1 4.970 9% 4.335 5 5.461 3% 4.874 9 7.230 1% 

Multi-GCN 4.652 5 5.930 2% 4.147 8 5.820 7% 3.900 5 5.226 2% 

Stack-GRU 3.931 4 4. 949 1% 4.047 9 7.026 3% 4.898 4 7.492 1% 

T-GCN 3.927 2 5.071 9% 3.691 3 5.940 1% 4.314 5 7.183 1% 

DCRNN 3.037 9 4.792 3% 3.380 9 5.531 6% 3.990 8 6.347 3% 

MGC-AN 3.168 8 4.276 9% 2.832 7 3.812 6% 3.355 2 4. 614 2% 
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图 5  私家车平均出行时长分布 

其次，隐藏神经元的个数对模型性能的影响非

常大，本文分别基于不同范围的神经元数目对

MGC-AN 进行实验。图 6 为不同神经元数目对

RMSE 指标的影响；图 7 为不同神经元数目对

MAPE 指标的影响，纵坐标为百分数。实验结果

表示，在长沙数据集上，32 个隐藏神经元模型性

能最佳；在深圳数据集上，64 个隐藏神经元模型

性能最佳。 

 
图 6  不同神经元数目对 RMSE 指标的影响 

 
图 7  不同神经元数目对 MAPE 指标的影响 

本文对提出的MGC-AN 模型进行了消融分析，

即消融模型中的组件后评估模型的性能。“w/o”
表示消融某个组件。表 8 为在 60ς =  min 的情况

下模型移除转移图（T）、功能图（F）、相似度图

（S）和距离图（D）组件的 RMSE 指标。结果表

明，消融转移图对模型的影响最显著，原因是转

移图是动态有向图，能够从车流量转移的角度反

映区域之间的动态关联。其次显著的是功能图，

表明功能相同的区域的车流量模式较相似。相比

距离图，相似度图能更直观地建模区域车流量的

演变模式，因此相似度图对模型的影响比距离图

更显著。 

表 8  消融分析 

模型 长沙 RMSE 深圳 RMSE 

MGC-AN w/o T 2.147 6 3.301 5 

MGC-AN w/o F 2.098 1 3.183 2 

MGC-AN w/o S 2.023 8 3.058 7 

MGC-AN w/o D 1.972 3 2.970 3 

MGC-AN 1.887 1 2.832 7 
 

最后，可视化单个 AOI 的预测结果。本文随机

选择 2 个 AOI 的预测结果和真实结果进行可视化。

图 8 中选择的区域为长沙市某区域，类型为生活和
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办公场所，面积为 2.8 万平方米。在 2018 年 9 月 28 日

上午 9:00 至 9 月 30 日中午 11:00，该区域的私家车

流量的预测值和真实值如图８所示。由于该区域是

集生活娱乐和办公于一体的场所，因此白天的车流量

多于晚上，周末（9 月 29 日和 9 月 30 日）的车流量多

于工作日（9 月 28 日）。 

 
图 8  在 2018 年 9 月 28 日至 9 月 30 日长沙市私家车流量的预测结果 

图 9 中选择的区域为深圳市某区域，类型为公

寓，面积为 3.6 万平方米。在 2018 年 9 月 28 日上

午 9:00 至 9 月 30 日中午 11:00。由于该区域是公寓

类型的场所，因此工作日的车流量明显少于周末，白

天的车流量也少于晚上。 

 
图 9  在 2018 年 9 月 28 日至 9 月 30 日深圳市私家车流量的预测结果 

7  结束语 

本文从私家车出行的时空特征出发，对私家车

出行和城市区域之间的动态关联进行建模，提出了

多卷积−注意力网络准确预测了城市私家车流量。

在长沙和深圳这 2 个城市采集的真实数据上进行了

实验，与所选的现有模型进行了对比，多卷积−注
意力网络模型表现出更优的预测性能。本文关注城

市私家车用户群体，为智能交通的研究提供了新视

角，旨在为智慧停车、风险预警和城市规划等应用

提供新方案。下一步考虑在线学习，旨在采集数据

的同时实现在线预测。 
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